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深度学习在实测沉降数据预处理中的应用研究
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摘 要：基于深度学习中的长短期记忆网络 LSTM，通过搭建 Seq2Seq模型，提出了可对实
测沉降数据进行预处理的新方法. Seq2Seq可通过观测大量有效的测点数据来自动学习沉降
发展规律，并在训练完成后能对异常测点沉降进行重新计算，可有效避免异常数据对后续沉

降预测的干扰.以某机场多个区域的实测沉降数据为背景，通过将 Seq2Seq模型重计算出的沉
降值与实测值对比，验证了该模型的可靠性.结合超参数与数据集等参数分析，研究了提升模
型学习能力的影响因素.研究结果表明：在训练集选取 40个测点、测试集选取 15个的条件下，
模型重计算值与实测值全过程平均误差 3 cm.增大训练集与数据特征，且减小训练集与测试
集之间的偏差时，模型的精度提升明显，误差缩小到 2 cm.
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Deep Learning for Preprocessing of Measured Settlement Data
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Abstract：Based on Long Short Term Memory (LSTM) in deep learning，a new method for preprocessing the mea原
sured settlement data is proposed by building a Seq2Seq model. Seq2Seq can automatically learn the law of settlement
development by observing a large number of effective measuring point data，and can recalculate the settlement of ab原
normal measuring points after training is completed，which can effectively avoid the interference of abnormal data on
the subsequent settlement prediction. Taking the actual measured settlement data in multiple areas of an airport as the
background，the reliability of the model was verified by comparing the calculated settlement value of the Seq2Seq
model with the measured values. Combined with parametric analysis such as hyperparameters and data sets，the influ原
encing factors on improving model learning ability are studied. The research results show that，under the condition
that the training set selects 40 measurement points and the test set selects 15，the average error of the model recalcu原
lated value and the measured value in the whole process is 3 cm. When the training set and data features are increased



作为岩土工程的经典问题，预测地基的沉降过

程是尚未完全解决的难题.传统预测沉降的方法一
般有三种：一是利用沉降的理论计算法，如各类分层

总和法与固结理论[1-4]，但由于难以获取原状土参数
以及施工现场的复杂性，计算出的结果往往和实际

有一定差距.二是有限元建模等数值方法[5-9]，除上述
原状土体参数问题外，有限元法还存在模型参数选

取偏经验化，迭代过程复杂耗时，易出现奇异点等多

种问题，计算出的结果和实测值相比也不够准确.与
上述两种方法相比，第三种的曲线拟合法通过实测

数据来推算沉降量与时间的对应关系，能更真实地

反映地基的沉降规律 [10]. 应用广泛的有指数曲线
法 [11]、双曲线法[12]、泊松法[13]和 Asaoka法[14]等.曲线拟
合法是通过在实测曲线上采点来拟合曲线，从而预

测后续的沉降.为保证后续沉降预测顺利进行，实测
数据的准确度就变得至关重要.但在实际工程中，现
场实测沉降数据常常存在诸多问题.
对于在建的大型地基处理项目，测点通常在千

位数量级，由于人工误差、仪器误差等影响，一般很

难保证所有测点数据都准确无误.为避免异常数据
对后续沉降预测的干扰，在使用曲线拟合法或其他

预测方法之前，存在对实测沉降数据进行遴选及预

处理的需求.
深度学习是近年来进行数据处理的高效方法，

在沉降预测等岩土领域中的应用也较多[15-24]，但迄今
为止，尚无文献研究过使用深度学习对沉降数据进

行预处理.本文结合以上研究，提出了一种利用深度
学习作为沉降数据预处理的新方法. 由于深度学习
是通过搭建神经网络来观察数据并发现其内在关

联，因此对于数据的处理能力要明显优于其他方

法[25-27].其中，长短期记忆网络 LSTM[28-31]尤其擅长处
理时间序列，这种带有记忆功能的神经网络，能自动

地观察符合沉降发展规律的测点数据，学习良好的

实测曲线具有的模式，然后将学到的映射关系应用

到问题测点来重新计算全过程沉降值.

由于深度学习一般由多个处理层来组成计算模

型，可学习具有多个抽象级别的数据表示[25]，在经过
若干处理层的转换之后，模型可以学到非精细的模

式和特征[26].因此，本文基于深度学习中的长短期记
忆网络 LSTM，通过搭建 Seq2Seq模型[32-33]，提出了对
实测沉降数据进行预处理的新方法.在对比模型重
新计算的全过程沉降值与对应的实测值后，验证了

该数据预处理方法的可行性.最后，还对 Seq2Seq模
型的超参数与数据情况等主要影响因素进行分析，

探讨了模型的具体应用方法.

1 基于深度学习的沉降计算原理研究

如图 1所示，深度学习处理问题的出发点与传
统思维完全不同.传统思维方法会事先建立从输入
到输出的映射规则，而深度学习则首先通过输入与

已知的输出标签来反向求解出这种映射关系，再对

新的输入数据应用训练得到的模型来计算输出.
规则

数据
答案传统设计

深度学习
答案

数据
规则

图 1 深度学习的范式
Fig.1 The paradigm of deep learning

对于沉降计算问题，根据沉降计算理论，不论是

式（1）的普通分层总和法还是式（2）的建筑地基基础
规范修正式，关键都在于经验系数簇 琢的选取.

s = 琢移 p
E h （1）

s =
n

i = 1
移 p

Esi
（zi琢i - z i - 1琢i - 1） （2）

又对于式（3）太沙基一维固结理论，将其简化为

and the deviation between the training set and the test set is reduced，the accuracy of the model is significantly im原
proved and the error is reduced to 2 cm.

Key words：Long Short Term Memory（LSTM）；deep learning；Seq2Seq model；settlement prediction；preprocess原
ing for measured settlement data
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式（4）.若考虑非线性固结，则如式（5）（6）所示[34]，按
应力和应变定义的固结度存在差异.式（4）（5）（6）的
重点在于函数簇 f的选取.因此，沉降计算在统计方
法上可以看作对 琢和 f分布的选取.

U = 1 -
肄

m =1
移 2

M2 e-M 2Tv
（3）

U = 1 - f（琢）e-f（茁）t
（4）

U滓 = 滓忆
t - 滓忆

i

滓忆
f - 滓忆

i
（5）

U着 = 着忆
t - 着忆

i

着忆
f - 着忆

i
= f（滓忆

t）- f（滓忆
i）

f（滓忆
f）- f（滓忆

i）
（6）

深度学习可通过多个处理层组成的神经网络模

型，来学习沉降数据的发展规律，经过多个处理层的

转换之后，理论上模型可以组合出任意函数分布[15].
应用在沉降计算过程中时，网络参数会根据实测数

据的输入（即土体参数）和答案（即实测沉降值），不

断调整自身参数值，优化出最符合此现场沉降发展

规律的 琢和 f函数簇的分布.并且深度学习优化出
的 琢和 f可以随时间变化，表现出高度非线性，这也
符合在不同沉降发展阶段，琢和 f应取不同值的理论
依据.因而，深度学习契合沉降计算的要求.
深度学习最大的优势在于，除了经验系数 琢和 f

的选取完全来自于对数据模式的高效识别外，还在

最初就考虑了各种不可控噪声对沉降的影响.在数
据量大的条件下，深度学习模型由于具有记忆和遗

忘功能以及强大的学习能力，可以通过对多个良好

测点沉降模式的学习来识别这些噪声，从而在异常

数据处理时，除了经验系数之外还能考虑到噪声的

影响.其中，处理沉降发展曲线这种时间序列尤其适
合 LSTM.

2 LSTM与 Seq2Seq模型

2.1 LSTM神经元内部结构
传统深度神经网络虽然能对数据进行逐层的特

征提取，但无法考虑时间顺序，没有办法对时间序列

进行有效的处理.循环神经网络 RNN正是为克服这
个缺点而诞生的，也即 RNN拥有一定的记忆功能.
具体的表现形式为循环神经网络会对前面的信息进

行记忆并应用于当前输出的计算中，隐藏层之间的

节点不再是无连接而是有连接的，并且隐藏层的输

入不仅包括输入层的输出，还包括上一时刻隐藏层

的输出.
长短期记忆网络 LSTM是循环神经网络的主流

实现，是一类用于处理时间序列的神经网络，其神经

元内部结构如图 2所示.在 t时刻，网络的输入有 3
个：当前时刻的输入值 xt，上一时刻 LSTM的输出值
ht-1，上一时刻的记忆单元 c t-1；输出有 2个：当前时刻
的输出值 ht，当前时刻的记忆单元 c t.

LSTM的关键在于如何控制记忆单元 c，为此，
LSTM设计了 3个开关，即门控单元：输入门、遗忘门
和输出门.

1）输入与门控单元.
输入：

at = tanh（W a xt + Ua ht-1） （7）
输入门：

it = 滓（W i xt + Ui ht-1） （8）
遗忘门：

f t = 滓（W f xt + Uf ht-1） （9）
输出门：

ot = 滓（W oxt + Uo ht-1） （10）
其中，滓为 sigmoid函数.

2）记忆状态单元的更新.
c t = it已at + f t已ct-1 （11）

3）输出.
ht = ot已tanh（ct） （12）

xt ht-1 ht-1xt

at it

ot

ct

f t

tanh

xt ht-1 xt ht-1

ht

c tct-1

图 2 长短期记忆网络神经元内部结构
Fig.2 Internal structure of LSTM neuron

LSTM用遗忘门决定上一时刻的记忆单元 c t-1有
多少保留到当前时刻 ct，用输入门决定当前网络的

输入 xt有多少保留到当前时刻 c t，用输出门控制当

前记忆单元 ct有多少输出到当前 ht.
2.2 全过程沉降重计算 Seq2Seq模型

LSTM常常用来构建 Seq2Seq模型，如图 3所示.
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在训练全过程沉降修正模型的过程中，输入是每个

时刻的施工参数、土层参数，输出是每个时刻的沉

降.对于 encoder部分，将训练数据按时序输入，得到
encoder部分的最终记忆单元值 cn和最终输出 hn，再

用 cn和 hn来初始化 decoder最初的 c0和 h0.训练的
输入包括 1）施工参数：时间、加载和卸载等；2）土层
参数：各土层的压缩模量 E、厚度 h等.

h1

encoder
h1

y2

h3

y4y1

h4h0 h4h3h2 h2

x2x2

y3

x1 x3 x3x1x4 x4

c

decoder
图 3 全过程沉降数据重计算 Seq2Seq模型

Fig.3 Seq2Seq model for recalculated
whole process settlement data

对于 decoder，再次将训练数据按时序输入，在
每个时间点 t，输入为 xt，标签为 yt .训练标签为各时
段对应的实测沉降值. 训练网络的目的是让 LSTM
每个时刻输出的 ht与标签 yt 尽可能接近.通过建立
ht与相应时刻 yt的损失函数 MAE，利用梯度下降法
训练网络，使损失逐步降低以达到预期值.

3 Seq2Seq模型的应用与验证

深度学习需要首先根据实际数据反演输入与输

出的映射关系，脱离实际数据来讨论深度学习是无

意义的，因此，直接将工程实测数据分析作为出发点

是深度学习的必然要求.
3.1 工程背景
某大型机场填海面积 26.0 km2，从某岛礁地基处

理一期工程中 2 000余测点的实测沉降曲线中可以
看到，由于观测、仪器等误差，测得的部分测点沉降

曲线不符合沉降理论的预期，违背沉降发展规律，集

中体现在出现大幅波动的锯齿状曲线这一现象.但
从工程的实际情况来看，堆载测点并未卸载，应只有

下沉，不可能出现回弹.这说明测得的锯齿状曲线与
测点实际的沉降发展曲线相比有很大的偏差.除去
观测误差的影响，现场实测曲线还存在某时间段数

据缺失、测试员随意写入沉降数据等多种问题.由于
机场建设非常关注全区域不均匀沉降带来的影响，

而问题测点的数量较多，因此需要对这些异常测点

数据进行预处理.
3.2 模型的验证与应用

Seq2Seq模型训练与验证过程如图 4所示.首先
需要人工对数据进行遴选，挑出符合经典沉降理论

预期的优良测点数据作为训练集和测试集；然后定

义网络超参数（非网络参数），对于上述 Seq2Seq 模
型，即选取神经元数量；之后网络参数的调整过程是

模型根据反向传播自动进行的，无需人为干预；模型

训练完成后，如在训练集和测试集上都收敛，则可应

用到异常测点数据处理，否则需要重新调整神经网

络超参数或重新选取训练集与测试集，并再次训练

网络.
深度学习在实测沉降数据预处理中的应用研究

构建实测沉降数据集 获取关键土层地勘参数

土体参数与实测沉降值映射关系求解

定义网络超参数

训练集误差合理范围
否

否

选择最优参数组合

测试集误差合理范围

应用到异常测点

是

是

图 4 模型训练与验证过程
Fig.4 Training and verification process of model

模型训练完成后，在测试集所有测点上的全过

程平均误差为 32 mm.图 5为 A区部分测点的实测
与重计算对比图，从图 5（a）（b）（c）曲线的前半段可
以看到，由于前期的沉降过程差异较大，在数据不够

充足的情况下，模型很难精准修正，所以前半段的平

均误差达到 53 mm.到曲线后半段，模型能够发现沉
降逐步偏向平稳的趋势，且精度提升明显，后半段平

均误差为 8 mm.图 5（d）全过程平均误差为 9 mm，低
于全部测试集测点的平均误差值 32 mm，且全过程
都较为准确.图 5表明，深度学习模型对各种沉降发
展模式，即各种形状的实测曲线，都能做到较为精确

的重新计算，而传统方法很难处理突变等复杂状况.
且深度学习模型计算后半段曲线的精确度明显高于

前段，对于预测工后沉降来说，曲线后期的发展趋势

显然更重要.

湖南大学学报（自然科学版） 2021年46



0
200
400
600
800

1 000
0 50 100 150 200 250 300 350 400 450 500

实测数据
重计算数据

时间/d
（a）A-2

0 50 100 150 200 250 300 350 400

0
200
400
600
800

1 000

实测数据
重计算数据

时间/d
（b）A-15

0 50 100 150 200 250 300 350 400 450 500

0
200
400
600
800

1 000

实测数据
重计算数据

时间/d
（c）A-33

0 50 100 150 200 250 300 350 400

0
200
400
600
800

1 000

实测数据
重计算数据

时间/d
（d）A-49

图 5 A区测试集部分测点实测与重计算沉降对比图
Fig.5 Comparison figure of the measured and recalculated

settlement of some points in the test set of area A

4 模型学习能力的影响因素

为探究模型学习能力的影响因素，也为证实前

文所述深度学习的普适性，另选取该机场 B区与 C
区的测点训练并测试模型，得到的结果与 A区作为
对比.
4.1 数据量
深度学习是数据驱动的科学，模型能否取得优

异的表现，数据量的大小是决定因素之一.
如表 1所示，模型在 B区测试集上有 91 mm的

平均误差. B区误差偏大的原因是模型仅使用 16个
测点作为训练集数据，来重计算测试集的 8个测点.
B区的数据较少，严重限制了模型的泛化能力.逐渐
增大数据量后，模型的精确程度有了很大的提高，在

C区测试集上误差缩小到 22 mm. 从使用的数据量
来看，B区与 C区的结果均在合理范围内，这也反映
了深度学习的普适性.

表 1 不同区域模型的沉降误差
Tab.1 Settlement error of different region

区域
误差/mm 测点数/个

训练集 测试集 训练集 测试集

A区 23 32 40 15
B区 30 91 16 8
C区 21 22 60 15

4.2 神经元数量
LSTM神经元的个数对模型的学习能力有很大

影响.神经元选取的数量需要逐步调试，数量过少会
导致欠拟合，模型在训练集上都无法做到收敛；数量

过多模型会出现过拟合现象，在测试集上的表现明

显变差.
表 2展示了神经元数量选取 16、32、64、128、256

对模型计算沉降值与真实沉降值之间平均误差的影

响.神经元数量越多在训练集上的表现越好，因为此
时模型的学习能力变强.在测试集上则存在一个极
值点，神经元数量偏少时，模型学习能力不强，无法

通过训练集数据学习到沉降发展的规律；数量偏多

时，模型由于强大的拟合能力，开始过度关注训练集

数据，将其中的异常噪声也进行学习.模型在测试集
上的表现是问题的核心，对于 A区测点数据选取 64
个神经元，此时模型在测试集上表现最优.
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表 2 神经元数量对误差的影响
Tab.2 Effect of neuron numbers on settlement error

神经

元数

量/个

误差/%
A区 B区 C区

训练集 测试集 训练集 测试集 训练集 测试集

16 81 93 43 113 103 114
32 48 67 30 91 52 67
64 23 32 21 97 21 22
128 38 38 14 99 17 29
256 69 69 5 107 8 33

4.3 数据分布
图 6为 B区测试集 8个测点的实测与重计算沉

降对比图.图 6中的主要误差都来源于测点 B-52和
B-53，而其他测点的重计算情况相对较好，这说明除
了数据量对模型误差的影响外，还存在其他重要影

响因素. B区训练集测点的淤泥层厚度、黏土层厚度
见表 3.图 7由表 3数据绘制而成.

表 3 测点土层参数表
Tab.3 Parameter of soil layer in data set

B-34 4.1 7.2
B-36 1.5 12.0
B-37 2.3 14.0
B-39 2.6 14.1
B-40 0 15.5
B-43 2.0 14.0
B-44 1.1 13.9
B-46 1.5 13.1
B-49 3.1 12.5
B-50 3.6 11.5
B-51 3.4 13.0
B-54 1.3 12.8
B-57 4.9 7.5
B-59 2.8 15.1
B-61 3.2 14.1
B-62 5.0 8.2
B-52 6.1 4.5
B-53 6.3 4.3

淤泥层 黏土层
测点

厚度/m

时间/d
（a）B-35

时间/d
（b）B-42

时间/d
（c）B-47

时间/d
（d）B-48

时间/d
（e）B-52

时间/d
（f）B-53

时间/d
（g）B-58

时间/d
（h）B-63

图 6 B区测试集实测与重计算沉降对比图
Fig.6 Comparison figure of the measured and recalculated settlements in the test set of area B
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图 7 训练集与测试集偏差分布图

Fig.7 Deviation distribution of training and testing set

表 3最后两行黑体字部分为测试集误差主要来
源 B-52和 B-53的参数值，其余为训练集测点的参
数值.从图 7可以看到，训练集测点的黏土层厚度大
多数在 10 m以上，而淤泥层的厚度在 4 m以下，与
B-52、B-53的土层厚度相差较大，由于训练集的数
据分布与测试集差异很大，且数据量偏少，模型无法

学习到淤泥层、黏土层厚度增大或减小造成的沉降

具体增减量.模型主要训练在黏土层厚而淤泥层薄
的数据集上，B-52和 B-53的黏土层厚度过小，因此
计算出的最终沉降会偏小.

在数据较少的条件下，数据的分布会造成模型

预测结果不够精确.划分数据集时，应该尽量让训练
集和测试集具有相同的数据分布.将 B-52或 B-53
中的任意一点加入训练集可以部分弥补训练集和测

试集分布的偏差，尝试将 B-52加入训练集后，模型
在其余条件不变的情况下测试集误差减小至 57
mm，相较之前有明显提升.
4.4 数据特征

图 8为测试集测点 C-16、C-22 的沉降曲线对
比图，其土层参数见表 4.

C-16与 C-22的土层参数相差不大，但 C-16在
沉降发展到 350 d后误差明显变大.这说明施工条件
仅考虑加载，土层参数仅考虑压缩量较大的淤泥和

黏土限制了模型学习能力. C-16 显然是受到如渗
透系数、排水条件等其他因素的影响. 在数据偏多
的情况下，应该考虑更多的影响因素，加入更多的

数据特征.
在加入渗透系数作为数据特征后，C-16的沉降

对比曲线见图 9（a），误差由之前的 21 mm降低至 10
mm，且曲线后段提升效果明显. C-22在考虑了渗透
系数后，计算误差降低到 2 mm.
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0 50 100 150 200 250 300 350 400

0
200
400
600
800

实测数据
重计算数据

时间/d
（b）C-22

图 8 C区测试集实测与重计算沉降对比图
Fig.8 Comparison figure of the measured and
recalculated settlements in the test set of area C

表 4 C区测点土层参数
Tab.4 Soil parameters of area C

测点 淤泥层厚度/m 粘土层厚度/m 已有沉降/mm
C-16 1.8 11.7 852
C-22 1.7 12.1 889
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（a）C-16
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图 9 考虑渗透系数后 C-16与 C-22沉降对比图

Fig.9 Comparison figure of C-16 and C-22
considering permeability coefficient
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5 结 论

通过搭建 Seq2Seq模型，首次提出了深度学习
在实测沉降数据预处理中的应用方法.在某机场不
同典型区域 A、B、C，通过对比模型在测试集上的重
计算与实测沉降值，验证了深度学习对异常沉降数

据进行预处理的可行性.其中，Seq2Seq模型在 A、C
区域沉降数据的预处理中，将全过程平均误差分别

控制在 3 cm和 2 cm，表明此方法对工程实测沉降数
据预处理及后续预测具有较好的实用价值.最后，还
分析了超参数与数据集对模型学习能力的影响程

度.具体结论如下：
1）数据量对模型处理异常数据的能力起决定作

用，模型输出误差随数据量增大明显变低. 样本数
量作为统计方法的重要参数，是深度学习在岩土

工程中的应用能否取得成功的基石.增大样本数量
时，模型在 B、C 区域测试集上的误差由 91 mm 降
低至22 mm.

2）训练集与测试集的参数一致性对模型性能有
很大影响.在 B区的测试过程中，B-52、B-53测点的
淤泥层与黏土层厚度与训练集相差较大，导致模型

测试与学习的内容不一致，造成 B区的重计算精度
明显偏低.因此在划分数据集的过程中，应尽量保证
训练集与测试集的数据特征分布大致相同.具体操
作时，多次随机选取训练集，分别训练完成后对测试

集结果取均值，一般能弱化这种差异.
3）所选数据特征的代表性对模型输出精度影响

较大.若模型反复调试后，依旧达不到精度要求，应
考虑所选输入是否具有代表性.此时可根据具体数
据状况逐步增加数据特征，直至模型的重计算值达

到精度要求.例如，相较于初次训练测试时仅考虑压
缩模量与各土层厚度，增加渗透系数作为输入后，C
区误差明显降低.

4）超参数的最优解会随具体数据集变化而不
同，需根据具体的数据状况进行逐步调试，应避免过

拟合与欠拟合现象发生.神经元数量、学习率、优化
器、数据批次、网络层数等是模型自身超参数，其调

节一般都是试错的过程.在算力充足的条件下，可对
每个超参数设定一个数值或类型范围，对它们的组

合全部进行训练.训练完成后，在测试集上进行验证
并挑选合理结果.若时间有限，在固定其他超参数为
默认值的条件下，可优先调节神经元数量与学习率，

同样能够取得较为理想的结果.
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