
第 49 卷 第 10 期

2 0 2 2 年 10 月

Vol.49，No.10
Oct. 2 0 2 2

湖 南 大 学 学 报（ 自 然 科 学 版 ）

Journal of Hunan University（Natural Sciences）

基于特征扰动的半监督专家发现方法
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摘 要：专家可为社区问答提供权威的答复，高效精准的专家发现有助于提升问答社区的

服务质量 .现有社区用户数据中存在噪声标签数据，且由于专家数量较少造成分类数据不平

衡，从而降低了监督学习模型的专家发现精度 .针对上述问题，本文提出一种基于特征扰动的

半监督专家发现方法 .该方法构建了一种无标签数据特征扰动策略，利用 Sharpening算法实现

无标签数据的伪标签化；基于ADASYN算法，通过构建专家用户邻近样本的方式扩充专家样

本数据量，缓解分类数据的不平衡；构建联合损失函数，利用有标签和伪标签数据共同训练分

类器，增强模型的泛化性能 .实验结果表明，该方法在多个评价指标上优于已有模型和方法 .
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Semi-supervised Expert Discovery Method Based on Feature Perturbation
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Abstract：Experts can provide authoritative answers for community question answer (CQA). Efficient and accu⁃
rate expert discovery can help improve the service quality of CQA. The expert discovery accuracy of the supervised
learning model is reduced by the noise label data existing in the community user data as well as the unbalanced clas⁃
sification data due to the small number of experts. A semi-supervised expert discovery method based on feature per⁃
turbation is proposed to solve the mentioned problems. In this method, a feature perturbation strategy for unlabeled
data is constructed, using the Sharpening algorithm to label the pseudo-label of unlabeled data. Based on the
ADASYN algorithm, expert sample data is expanded by constructing neighbor samples of expert users to alleviate the
imbalance of classification data. A joint loss function is constructed, which trains the classifier by both the labeled
and pseudo-labeled data to enhance the generalization performance of the method. The experimental results show
that this method is superior to the existing models and methods in several evaluation indexes.
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问答社区模拟现实中的社区，使人们能够突破

时间与空间的限制，通过网络聚集到一起，进行即刻

交流和知识获取 .专家在问答社区中发挥着重要作

用，因专家可为社区问答提供权威的答复，专家认可

的问题和回答也更可信、更具推广价值 .
目前，问答社区普遍采用自动和人工两种方式

进行权威专家的评定 .在自动评定方式中，用户的权

威性可根据用户所在用户组进行判定 .用户组等级

越高，其在问答社区中的权威性也越高，但用户需要

依靠累计数据的评价制度才能成为权威专家 .在人

工评定方式中，用户可以向问答社区版主或负责人

发送自我介绍以及参与的高质量问答信息，申请成

为权威专家 .该方式虽然不需要用户长期积累问答

社区互动数据，但是人工审核不仅需要耗费大量的

人力和时间成本，审核效率低下，而且该方式需要用

户发起申请，社区缺乏主动发现潜在权威专家的

能力 .
因此，如何高效精准地主动发现问答社区用户

中的权威专家，成为提升问答社区服务质量、提高用

户参与社区互动积极性、保障社区持续发展的关键

技术问题 .目前，专家发现问题普遍采用的监督学习

模型难以有效解决问答社区数据中存在的以下两个

突出问题：社区用户数据集中存在噪声标签数据、社

区用户数据集类别不平衡问题 .
本文提出了一种基于特征扰动的半监督专家发

现 算 法（Semi-supervised expert discovery method
based on feature perturbation，SSED），其贡献可以总

结为以下两点：

1）针对社区用户数据集中存在噪声标签数据的

问题，本文将疑似噪声数据归为无标签数据，并构建

一种无标签数据的特征扰动策略，利用Sharpening算
法实现无标签数据的伪标签化 .

2）针 对 用 户 类 别 不 平 衡 问 题 ，本 文 基 于

ADASYN（adaptive synthetic sampling）算法，通过构

建专家用户邻近样本的方式扩充专家样本数据量，

缓解分类数据的不平衡；构建联合损失函数，利用有

标签和伪标签数据共同训练分类器，增强模型的泛

化性能 .

1 相关工作

1.1 专家发现算法

专家发现的目的是找到社区内拥有强大专业知

识与解决问题能力的权威专家，学者们根据不同的

数据特征，构建了相应的专家推荐模型 .
从用户个人特征角度出发，张高明［1］综合考虑

项目与专家的知识匹配度、项目间的相似性、用户选

择偏好以及专家的历史表现等因素，融合了基于内

容特征、潜在主题特征、协同过滤的方法对用户进行

专家发现 .Campos等［2］从政客的个人资料和演讲稿

中获取政客的专业知识，然后将政治会议的主题与

政客的专业知识进行相似度计算，为会议寻找特定

领域的专家 .史玉珍［3］将h指数应用到个人学术水平

评价中，并结合文献特征使用层次聚类算法实现学

术领域的专家发现 .
从用户网络特征角度出发，龚凯乐［4］构建问题-

用户的权威值传播网络，利用答案质量改进加权的

HITS实现专家发现 .薛凌云［5］融合用户的线下行为

信息和线上的关系信息，通过位置特征将线上虚拟

空间和线下现实社会进行连接，提出了基于评论的

本地专家发现算法 .
通过进一步分析，不难发现利用上述专家发现

方法进行专家发现时，都对训练数据标注的准确性

和数据规模有很高的要求，没有充分考虑由于专家

人数少导致的分类数据不平衡以及训练集中存在噪

声标签数据的问题 .
1.2 半监督学习

半监督学习是机器学习的一个分支，用以解决

在传统监督学习任务中，训练样本不足导致的模型

性能退化问题，常被应用于物品分类问题和图片分

类问题 .半监督学习算法多数是对传统的机器学习

算法进行改进［6］，将现有的监督算法扩展到半监督

学习，即加入无标记样本 .
自训练最早由 Yarowsky［7］提出，应用于文本文

档消除词义歧义，并由 Triguero等［8］将其归类于最基

本的伪标记方法 .Kingma等［9］采用叠加的生成模型

来学习标记样本和无标记样本，使用 SVM对伪标记

样本进行分类 .Rasmus等［10］通过在每层解码器和编

码器之间添加跳跃连接，在最高层添加分类器，将

ladderNet变成一个半监督模型 .Weston等［11］在网络

输出层的目标函数和中间隐含层的目标函数中分别

加入图的拉普拉斯正则化项，实现半监督的分类和

特征学习 .Tanha等［12］采用局部度量距离确定实例之

间的置信度等级，提出一种决策树分类器的半监督

自训练方法 .毛铭泽等［13］从学习器的不同角度充分

扩展模型的多样性，提出了一种基于权值多样性的

半监督分类学习算法 .
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2 SSED模型

问答社区中专家人数比例极少，存在较严重的

分类数据不平衡性问题 .而且社区中现有的用户级

别信息无法准确评价用户权威性，例如部分近一两

年内新注册的用户虽然级别不高，但积极参与社区

问答且问题回答质量高 .有鉴于半监督学习在处理

小样本标注信息［14］上的独特优势，本文提出 SSED算

法进行问答社区专家发现 .
SSED的模型图如图 1所示，图中包括了有标签

数据的不平衡处理、无标签数据的轻微扰动操作、无

标签数据的伪标签化以及损失计算四部分内容 .

2.1 有标签数据的不平衡处理

本文实验数据中有标签的专家与普通用户比例

为 1∶26，不平衡的数据会严重干扰损失函数的优化，

进一步影响到分类器的性能，因此在输入分类器之

前，需要先降低数据的不平衡率 .
ADASYN算法由He等人［15］提出，其原理是与负

样本的距离近的样本仍是负样本，该方法解决了随

即向上抽样中简单的复制所带来的随机性和重复问

题 .本文首先遍历专家用户，寻找与专家用户特征相

近的 k个用户，在专家和邻近用户之间生成新样本，

生成公式见式（1）.
unew = uexpert + rand (0，1) × (ui - uexpert) （1）

式中：uexpert表示专家用户，ui（i=1，2，⋯，k）表示与 uex⁃
pert邻近的用户，k为超参数，rand（0，1）表示（0，1）之

间的一个随机数 .
将产生的人造专家不断加入原始有标签数据

集，计算专家与普通用户的比例，直至专家与普通用

户比例为1∶1.

2.2 无标签数据的轻微扰动

2.2.1 一致性正则化

半监督学习在训练模型时，通过充分利用无标

签数据来增强模型的泛化能力［16］，思路是对未标记

的数据进行样本特征的扰动操作，将这些增强的数

据重新输入分类器，同一样本的不同扰动数据的预

测结果应该保持一致 .模型损失函数的传统定义形

式见式（2）.
Loss = ‖pmodel( yn|Augment1( xn )；θ ) -

pmodel( yn|Augment2( xn )；θ )‖22 （2）
式中：xn表示无标签数据，Augment表示对 xn做随机

增强产生的新数据，θ表示模型参数，yn表示模型的

预测结果 .
2.2.2 轻微扰动

借鉴一致性正则化思想，本文对无标签用户进

行轻微扰动，将轻微扰动后的数据输入分类器，其分

类结果也应与未经扰动的无标签数据预测结果一

致 .因为 2.1节使用的ADASYN算法的设计思想为：

专家
用户

专家

用户

无标签用户

不平衡处理
轻微扰动Sharpening
用户标签
预测结果
伪标签

分

类

网

络

Lu′

Lu L

Lp

图1 SSED模型图

Fig.1 SSED model diagram
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在样本的附近人工生成的样本标签与原样本标签保

持一致 .因此，本文使用ADASYN算法对无标签用户

数据进行轻微扰动，生成 k个无标签数据的轻微扰动

样本并输入分类器，对于目标用户的 k个轻微扰动的

输出进行平均化，计算公式见式（3）.

pavg =
∑
i = 1

k

c ( )ui
k （3）

式中：pavg表示平均化后的预测分布，c表示分类器，k
为扰动生成的样本个数，ui表示无标签样本轻微扰动

数据 .
2.3 无标签数据的伪标签化

在 2.2节中，本文首先对无标签数据进行轻微扰

动，将轻微扰动后的数据输入模型，再将得到的结果

平均化 .对于大部分输出结果应当是高置信度的，即

专家的高密度区域和普通用户的高密度区域应当有

明显边界 .
半监督学习普遍基于一个假设，即分类器的分

类边界不应该穿过任何一类的高密度区域 .因此，本

文对无标签数据轻微扰动后输出的结果进一步使用

Sharpening算法［17］实现最小化分类 .Sharpening算法

对数据预测进行最小化熵的操作，使得输出结果的

交叉熵更低，即在预测专家时，要么大概率是专家，

要么大概率是普通用户，具体公式见式（4）.
Sharpen ( p，T ) i = p1/Ti

∑
j = 1

L

p1/Tj
（4）

式中：p表示用户属于专家或普通用户的概率，i表示

类别，L表示类别数，T为超参数 .T用于调节分类熵，

通过降低 T，促使模型产生低熵的预测，T越接近 0，
算法输出的结果越接近独热编码的分布，即社区用

户要么是专家，要么是普通用户 .
本文通过对分类器输出的结果进行锐化，将预

测的置信度提高 .若该无标签样本不满足锐化条件，

则在本轮训练中不计算该样本 .锐化判别公式

见式（5）.
max ( pas ) > Tc （5）

式中：pas表示对同一个用户轻微扰动 k次的样本预测

平均值进行 Sharpening后的分布 .max（pas）所属的用

户类别作为该无标签用户的伪标签，Tc为手动设置

的置信度阈值 .
2.4 联合损失计算

在基于特征扰动的半监督专家发现方法中，模

型的损失函数由三部分组成：监督损失 Lu、非监督损

失Lu'和相似对损失Lp，公式见式（6）.
L = Lu + αLu′ + βLp （6）

式中：α和 β是 Lu'和 Lp的权重参数，接下来本文将分

别介绍这三部分损失 .
2.4.1 有标签数据损失的定义

将有标签数据和扰动生成的无标签数据输入模

型，计算预测结果与实际标签的交叉熵，利用该交叉

熵表示有标签数据损失，计算公式见式（7）.
Lu = 1

|| u l + uADASYN ∑
x，y ∈ u l + uADASYN

H [ ]y，pmodel ( )y͂|x；θ
（7）

式中：ul表示原始的有标签用户数据，uADASYN 表示

ADASYN算法生成的无标签用户数据，y͂表示分类器

对于样本的预测结果，H表示交叉熵函数，θ表示模

型参数集合 .
2.4.2 无标签数据损失的定义

计算分类网络预测的轻微扰动样本与原始无标

签样本之间的距离，利用该距离表示无标签数据损

失，计算公式见式（8）.

Lu′ =
∑
f，p ∈ u′

1[ ]max ( )pas > Tc [ ]pas - pmodel ( )y͂|x；θ 2
2

L || u′ （8）
式中：u'表示无标签用户数据；pas表示对无标签数据

进行伪标签化后的分布，若分布大于阈值Tc，则将其

看作样本的伪标签，进一步计算分类器对于原始无

标签数据的分类结果 y͂；Lu'则表示所有数据的伪标

签与原始数据预测标签的L2损失的均值 .
2.4.3 相似对损失的定义

相似对损失的计算过程如图 2所示，对于无标

签数据，其原始数据输入分类器的预测结果不仅应

该和该用户本身的伪标签一致，与相似伪标签用户

的伪标签也应该保持一致 .因此本文引入了一个新

的损失项——相似对损失，它允许信息在不同的无

标签用户之间隐式传播 .在相似对损失中，本文使用

无标签数据的一个高置信度的预测作为伪标签 p.
对于用户 u1和用户 u2，若其伪标签 p1和 p2的相似

度超过阈值Tsim，那么分类器对于用户 u2预测的概率

向量分布与伪标签 p1之间也应该保持一个较短的距

离 .相似对损失的公式见式（9）.
Lp = ∑

i，j ∈ || u′，i ≠ j

H

fdist [ ]pi，pmodel( )y͂|xj；θ （9）
式中：i和 j表示伪标签样本，pmodel ( y͂|xj；θ )表示模型

对 xj预测的概率向量，H表示所有伪标签的概率向量

之间相似对的数量，u'表示无标签用户 .
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fdist（p1，pmodel（y͂ | x2；θ））

fsim（p1，p2）＞Tsim

p2

u2u1

p1

伪标签

图2 计算相似对损失的流程

Fig.2 Process of calculating the loss of similarity pairs

本文采用巴氏距离计算两个伪标签的相似度，

计算公式见式（10）.
fsim( p1，p2 ) = p1

T
p2 （10）

两个概率向量的差异计算公式见式（11）.
fdist( p1，p2 ) = 1 - fsim( p1，p2 ) （11）

3 实验与分析

3.1 实验数据集

为了验证系统的有效性和实用性，本文使用海

川化工论坛的用户及问答信息构建实验数据集 .在
该论坛数据中选取的 6 017名用户中，仅有 148名专

家用户，有 3 884人作为普通用户，其余 1 985人作为

无标签数据，选取结果见表1.
表1 问答社区数据集

Tab. 1 Dataset of the CQA

用户标签

专家

无标签用户

普通用户

训练集

148
1 985
3 884

本文将用户历史回答能力的向量、用户认可度

表示和用户自编码后的个人特征拼接后作为用户特

征，选用DeepFM作为分类器进行模型训练，并对其

实验结果进行统计与分析 .

3.2 评价指标

为了能够评估模型的准确性和泛化性能，在每

次评估模型效果时，本文对所有用户进行重新专家

评定，采用 Answeravg、Moneyavg和 Rankavg作为模型性

能的评价指标 .
平均回答问题数计算公式见式（12）.
Answeravg = TP （12）

式中：T表示该组用户回答的总条数，P表示该组用

户的总人数 .
平均回答单条问题所获财富值数的计算公式见

式（13）.

Moneyavg =
∑
i = 1

T

mi

T （13）
式中：mi表示用户的回答 i所获得的财富值 .

用户平均回答单条问题所获财富值排名的计算

公式见式（14）.

Rankavg =
∑
i = 1

T rict i
T （14）

式中：ri表示用户的回答 i所获得的财富值在所属问

题中的排名，ct i表示 i所属问题下回答的总数 .
3.3 参数设定

SSED模型的超参数有轻微扰动的参数 k、伪标

签化的参数Tc、损失函数中的α和 β，共四个 .本文通

过实验对比了问答社区数据集中，不同参数 k、Tc以
及 α、β取值时，SSED模型的专家发现效果，实验结

果见表2至表4.
表2 不同轻微扰动参数k的专家发现效果对比

Tab. 2 Comparison of expert discovery of
different slight perturbation parameters k

k

2
3
5

专家数

425
410
423

Answeravg
31.6
33.9

33.5

Moneyavg
0.81
0.84

0.82

Rankavg
0.50
0.49

0.50

表3 不同伪标签化参数Tc的专家发现效果对比

Tab. 3 Comparison of expert discovery of
different pseudo-labeled parameters Tc

Tc
0.75
0.80
0.85

专家数

427
410
405

Answeravg
33.4
33.9

32.7

Moneyavg
0.83
0.84

0.81

Rankavg
0.49

0.49

0.50

89



湖南大学学报（自然科学版） 2022年

表4 不同损失函数参数α和β的专家发现效果对比

Tab. 4 Comparison of expert discovery
of different loss function parameters α and β

损失参数

α=75，β=100
α=100，β=120
α=100，β=150

专家数

411
410
401

Answeravg
29.9
33.9

30.7

Moneyavg
0.80
0.84

0.82

Rankavg
0.50
0.49

0.50

由表 2至表 4可知，当轻微扰动的参数 k取 3，伪
标签化的参数 Tc取 0.80，损失函数中 α取 100、β取
120时，专家发现效果最好 .因此，在下文的消融和对

比实验中，选取了本节中各最优参数值作为各超参

数的取值 .
3.4 消融实验

本文选取了 2.4节中的三个损失，由于问答社区

即使不使用无标签数据，也依然可以完成专家推荐 .
因此，当只输入损失 Lu时，分类器模型为监督学习 .
本文通过输入不同损失计算模型的预测效果，实验

结果见表5.
表5 不同损失的专家发现效果对比

Tab. 5 Comparison of expert discovery between loss

损失项

Lu

Lu + αLu′
Lu + αLu′ + βLp

专家数

430
414
410

Answeravg
29.5
30.4
33.9

Moneyavg
0.77
0.80
0.84

Rankavg
0.51
0.50
0.49

通过分析表 5可知，监督学习模型由于数据较

少，发现的专家回答问题的质量不如半监督学习的

效果出色 .这证明了对于问答社区数据使用半监督

算法的有效性，同时证明了加入本文提出的相似对

损失能够进一步提升分类器的性能 .
3.5 对比实验

为了评估 SSED算法的性能，本文选择以下三种

半监督模型作为基线方法进行对比实验 .
S4VM［18］模型：该模型试图找到能够正确划分有

标记样本且穿过特征空间中密度最低的区域的多个

超平面 .
SSWL［19］模型：通过考虑实例相似度和标签相似

度来弥补缺失的标签 .
UDEED［20］模型：通过对未标记的数据增加多样

性来促进集成学习对于有监督数据的训练结果 .
SSED与基线方法在数据集上，按照 9∶1划分训

练集和测试集 .关于模型对比实验结果如表6所示 .

表6 不同模型之间的专家发现效果对比

Tab.6 Comparison of expert findings
between different models

模型

UDEED
S4VM
SSWL
SSED

专家数

399
425
414
410

Answeravg
31.9
31.1
29.5
33.9

Moneyavg
0.81
0.79
0.79
0.84

Rankavg
0.49

0.50
0.52
0.49

表 6中显示了在三个评价指标下，SSED算法在

社区论坛数据上的表现优于其他三种半监督基线模

型，验证了本文方法的有效性和可行性 .

4 结 论

专家能为问答社区提供高质量回复，提高问题

解决效率，因此准确高效的专家发现是问答社区持

续发展所面临的一个重要问题 .已有专家发现方法

通常采用监督学习模型，难以有效处理社区用户数

据集中存在的噪声标签数据以及分类数据的不平衡

问题 .
本文提出 SSED模型，利用过采样技术平衡有标

签数据样本，采用无标签数据特征扰动策略进行数

据增强，通过有标签和伪标签数据共同训练分类器，

增强模型的泛化性能 .实验结果表明，SSED模型在

多个评价指标上优于已有模型和方法 .
由于ADASYN算法在生成人造样本和扰动数据

时存在一定误差，在计算无标签数据轻微扰动时容

易发生误差累积的问题 .后续可以基于用户短期的

问答行为进一步改进专家样本生成方法，使其在保

持专家样本主要特征的基础上，具备更加丰富的个

性化特征，进一步避免专家样本的单一化，减少累积

误差 .
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