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广域级电网在运智能电能表的烧损故障关联
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摘 要：针对智能电能表在运行过程中出现烧损的现象，在对各类因素进行关联分析后，

提出了一种基于XGBoost算法的智能电能表烧损预测方法，以某省份 2019—2020年的数据为

例进行了测试验证 .采用该方法结合电能表基本信息数据、运行数据和环境数据进行烧损识

别，并与K最邻近法（K-NearestNeighbor，KNN）、朴素贝叶斯和支持向量机等传统机器学习算

法进行对比 . 结果表明，基于极限梯度提升算法（eXtreme Gradient Boosting，XGBoost）的算法

精度达到 91%，召回率达到 66%，综合指标F1达到 76.51%，远高于传统算法 .算法模型在进行

系统部署的过程中，运用长短期记忆算法（Long Short Term Memory，LSTM）对部分缺失值进行

了填充，经试点验证，该模型可较为准确地预测低压台区电能表烧损现象 .
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Burning Fault Correlation Analysis and Prediction of Smart Meters
in Operation in Wide-area Power Grid
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Abstract：Aiming at the burning loss of smart electricity meters, after correlation analysis of various factors, this
paper proposes a burning fault prediction for smart meter based on XGBoost algorithm. Taking the data of a province
from 2019 to 2020 as an example, the proposed method is tested and verified. Using the basic information data, opera⁃
tion data and environmental data, the proposed method is compared with the traditional algorithms such as KNN, na⁃
ive Bayes and support vector machine. The results show that the burning fault prediction of the XGBoost algorithm is
better than the traditional algorithms. The precision of the XGBoost is 91%, the recall is 66%, and F1-score is
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76.51%. In the process of system deployment, LSTM algorithm is used to fill some missing values. The experimental
results show that the model can accurately predict the burning fault of smart meter in low-voltage platform area.

Key words：smart meters；meter fault；burning fault prediction；XGBoost algorithm；imbalanced data

智能电能表目前已经在我国实现了大面积覆

盖，智能电能表的发展为人们生活带来了很多便利，

但受智能电能表安装施工工艺、运行年限、运行环境

以及用电负荷等因素的影响，智能电能表烧表的现

象时有发生，由此造成的停电以及表箱或线路火灾

给用电的安全以及便利带来了诸多风险，给供电企

业造成了较大损失 .以某省份数据为例，2019—2020
年，每年共有数万件的烧表事故，由此带来的经济效

益损失与社会效益损失巨大，建立一种能提前预测

烧表的方法或者模型，成为行业内的一种迫切的

需求 .
由于电能表烧损是一种偶发现象，且引发烧表

的因素多种多样，基层供电服务员工的运维水平、接

线材料、电能表运行环境等多重因素都可能导致烧

表，这些因素通常不可直接对其进行量化表示，基于

以上困难，业界未曾对烧表建立起一种普遍可行的

预测机制 .
近年来，与智能电能表配套发展的用电信息采

集系统不断完善，积累了大量智能电能表的运行数

据，通过对这些数据的挖掘和分析，构造烧表特征模

型，成为破解烧表预测模型的一种可能［1-2］.
目前，国内外学者针对电能表运行中的故障提

出了多种预测和分析方法，对于解决烧表问题具有

一定的借鉴意义 .文献［3］提出的智能电能表故障类

型分类和预测模型，主要基于Bayes Network，模型主

要考虑了电能表产品特征数据，采用了基于评分搜

索的方法构建 Bayes Network结构，构建了电能表故

障预测模型，但该模型并未使用智能电能表的运行

数据，评价的维度不够全面 .文献［4］提出了智能表

故障风险预估算法，针对智能电表的首检数据进行

筛查，将筛查结果划分为四个风险等级，但评价模型

只应用了智能电表的首检数据，没有全面利用智能

电表的产品特征数据和电气运行数据，模型的评价

也不够全面 . 文献［5］提出了一种多分类集成树模

型，首先利用聚类方法实现了数据的预处理和维度

的压缩，从数据预处理的角度克服了不平衡数据集

在机器学习过程中的弊端，本模型在数据预处理方

面取得了较大的进展，但由于没有引入电气运行数

据，预测精度较低 .文献［6］设计了基于梯度提升决

策树（Gradient Boosting Decision Tree，GBDT）的故障

大类、故障小类以及设备寿命周期的预测，但使用的

数据维度较少，仅限于部分到货批次信息以及气候

数据信息 .文献［7］提出了一种多分类融合模型的智

能电表故障预测算法，通过传统的欠采样和过采样

相结合的方式解决了数据集中类不平衡问题，但欠

采样和过采样都引入了较大随机因素，传统的欠采

样会导致样本信息的缺失，传统的过采样可能会导

致过拟合 .文献［8］提出了一种智能电表故障多分类

方法，主要针对现有算法无法实现标签值与概率值

的基类模型融合问题，但该方法选取的特征均为静

态变量，对电能表使用过程中的变化无法进行监测，

无法解释故障的偶发性 .文献［9］设计了一种基于深

度信念网络对计量装置故障溯源的方法，使用卷积

神经网络对历史电流、功率曲线序列进行了特征提

取，实现了异常电能表的故障溯源，该方法既使用了

电能表的产品批次信息，也利用了运行电气数据，虽

然未对烧表问题进行研究，但具有较好的借鉴作用 .
文献［10］提出了一种智能电能表异常数据检测方

法，能够对窃电用户和异常设备进行在线监测，能够

提升供电公司的线损指标，该方法侧重于研究电能

表数据异常，但对于电能表故障的研究不够深入 .文
献［11］设计了基于智能电能表运行故障数据的纵向

分析模型，可以对不同厂家、不同批次的智能电能表

的故障率随时间的变化进行分析，该方法也是侧重

于利用电能表产品信息进行建模，没能对电能表运

行数据进行分析 .文献［12］提出了一种基于条件变

分自编码器-卷积神经网络模型的不平衡多分类方

法，将类标签作为约束条件，搭建由全连接层构成的

CAVE网络生成少数类样本，学习各类分布特点和数

据集全局特征，提高生成数据质量，对于解决数据不

平衡问题，可以借鉴该方法 .文献［13］提出了一种基

于LSTM的电力负荷预测方法，该方法能够有效预测

电力负荷数据，对于电能表的运行缺失数据，可以借

鉴该方法，对缺失值进行填充 .
GBDT的基本算法思路是将弱分类器进行线性

组合后得到强分类器［14］，在训练的过程中，GBDT能
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够根据上一轮的结果，迭代更新梯度的方向，使得模

型能够以最大的速率向误差不断减小的方向

进化［15-16］.
XGBoost算法在GBDT的基础上进行了优化，能

够根据计算机CPU的运行情况进行多线程的并行计

算；同时还能在一定程度上提高泛化能力，将单决策

树模型的复杂度作为正则化的优化目标；在公式推

导中引入了二阶导数，准确率更高，不易过拟合［17］.
为了构建电能表烧损故障关联分析和预测模

型，本文研究思路如下：

1）结合某省供电公司部分电能表的产品信息等

静态数据和电能表的历史运行数据，进行烧损关联

性分析，使用 XGBoost模型对包含“烧表”和“不烧

表”的二分类数据集进行训练，形成算法模型 .
2）使用 XGBoost算法模型进行交叉验证测试，

并与KNN、SVM和Naive Bayes等传统机器学习算法

进行对比，以观察 XGBoost算法对实验准确度的提

升是否有影响 .
3）将模型进行系统部署，以某省供电公司所有

在运的电能表为数据源，针对缺失的运行数据，使用

LSTM算法对其进行预测并填充，构建完整的测试集

数据，验证模型运行的实际效果 .

1 电能表多维数据统计与分析

1.1 数据源

某省公司计量中心拆回分拣实验室从 2019年
开始对退出运行的电能表进行集中回收处置，对因

烧坏而退出运行的电能表进行了逐块记录，形成了

烧表原始数据集 .数据集包括已烧坏电能表所在市

州、生产厂家、安装时间、运行时间、所在台区近年历

史烧表数量以及退出运行前的每日电量、电压和电

流数据，所在台区每日线损数据共形成了 22 567条
烧表信息记录 .同时，在用电信息采集系统选取 185
710块正常运行的电能表的同样维度的数据，形成了

未烧表数据集 .
1.2 数据统计与分析

1）根据历史统计结果，不同市州的表计烧表率

有较大的区别，全省 14个市州的年烧表率范围大致

为 0.2%~0.5%，将各市州属性按风险程度等级进行

分类，赋予不同的标签，如表1所示 .
2）根据历史统计结果，不同生产厂家的表计烧

表率有较大的区别，运行在全省的电能表所属厂家

共有 78家，不同厂家 2020—2021年平均每年的烧表

率范围大致为 0~1%，将各生产厂家属性按风险程度

等级进行分类，赋予不同的标签，如表2所示 .
表1 市州属性风险程度等级分类

Tab.1 Risk degree classification of different cities

年烧表率/%
［0.2，0.3）
［0.3，0.4）
［0.4，0.5）
［0.5，+∞）

风险级别

1级
2级
3级
4级

标签

1
2
3
4

表2 生产厂家属性风险程度等级分类

Tab.2 Risk degree classification of different manufacturers

年烧表率/%
［0.0，0.2）
［0.2，0.4）
［0.4，0.6）
［0.6，0.8）
［0.8，1.0）
［1.0，+∞）

风险级别

1级
2级
3级
4级
5级
6级

标签

1
2
3
4
5
6

3）根据统计结果，不同安装年份的烧表率有着

明显差异，如图 1所示，安装时间在 2013年到 2018
年电能表烧损居多，占总烧表数量的74.16%.

2010
2011
2012
2013
2014
2015
2016
2017
2018
2019
2020

安
装

年
份

0 20 000 40 000 60 000
烧损数量/只

图1 不同安装年份烧损电能表数量

Fig. 1 Number of burned smart meters
in different installation years

4）根据统计结果，每年不同的月份烧表率也有

着明显的差异，以某城市为例，2019—2021年夏季月
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平均气温每升高 1 ℃，月烧表数量增加约 719块；

2019—2021年冬季月相对湿度每下降 1%，烧表数量

增加约108块 .
5）根据统计结果，在烧表前一段时间内，每日电

量、每日最大电压和最大电流会有不同程度的突变

的现象 .
6）根据统计结果，存在一部分烧表会导致电能

表“表码”出现异常，会影响其所在台区的线损 .
7）根据统计结果，电能表运行终码越大，其烧损

的概率更高，终码在一定程度上能够表示电能表内

元器件工作运行的实际时长 .
8）根据统计结果，台区历史烧表数量，表示电能

表所在台区上一自然年的总烧表数量，该数据能够

在一定程度上反映出该台区的运维水平 .

2 算法原理

XGBoost算法是是基于GBDT改进而来的，它采

用了 GBDT的生成算法和梯度提升思想，并进行了

相应的提升，使得算法效果进一步得到提高［18-21］.
对于样本属性集合 x = { x1，x2，⋯，xN }和样本标

签组合 y = { y1，y2，⋯，yN }，XGBoost算法包括 K棵树

的加法模型为：

ŷ l =∑k = 1
K fk ( xi )，fk ∈ F （1）

式中：fk为基类模型的目标函数；F为对应基类模型

组成的函数空间 .
目标函数计算公式为：

Obj(θ ) =∑i = 1
N l ( yi，ŷ i ) +∑j = 1

k Ω ( fj )，
fj ∈ F （2）

where Ω ( f ) = γT + 12 λ∑t = 1
T ω2

t

式中：l ( yi，ŷ i )表示真实值与预测值之间的误差；T表

示叶子节点总数；ωt表示第 t个叶子节点的分数；γ和

λ表示L1和L2正则化系数 .
ŷ i ( t )可以写成：

ŷ i ( t ) =∑j = 1
t f j ( xi ) = ŷ i ( t - 1) + ft ( xi ) （3）

为了极小化目标函数，XGBoost直接基于目标函

数进行二阶泰勒展开 .
Obj( t ) =∑i = 1

N l ( yi，ŷ i ( t - 1) + ft ( xi ) ) + Ω ( ft ) =
∑i = 1

N [ l ( yi，ŷ i ( t - 1) ) + gi ft ( xi ) +
1
2 hi f 2t ( xi ) ] + Ω ( ft )

（4）

式中：gi = ∂l ( yi，ŷ i
( t - 1) )

∂ŷ i ( t - 1) ；hi = ∂
2 l ( yi，ŷ i ( t - 1) )
∂2 ŷ i ( t - 1) .

继续简化，得目标函数为：

Obj( t ) =∑i = 1
N (gi ft ( xi ) + 12 hi f 2t ( xi ) ) + Ω ( ft )（5）

找到最优分裂节点的步骤如下：

1）每 个 叶 子 节 点 j 上 包 含 的 样 本 集 合 Ij =
{i|q ( xi = j )}，为了进一步简化，目标函数可以改成如

下形式：

Obj( t ) =∑j = 1
T [Gjωj + 12 (Hj + λ)ω2

j ] + γT （6）
式中：Gj =∑i ∈ Ij gi；Hj =∑i ∈ Ij hi .

2）为使目标函数得到最优解，对ω进行求导，使

导数为0，得ωj = - Gj

Hj + λ .
代入式（6）得：

Obj( t ) = - 12∑j = 1
T ( G 2

j

Hj + λ ) + γT （7）
3）最优的分裂节点能够使信息增益 G最大 . G

的计算方式如下：

G = 12
é
ë
êêêê

G 2L
HL + λ +

G 2R
HR + λ -

(GL + GR )2
HL + HR + λ

ù
û
úúúú - γ

（8）
式中：HL和HR分别为目标函数在分裂后左、右节点

的一阶导数之和；GL和GR分别为目标函数在分裂后

左、右节点目标函数的二阶导数之和 .

3 实验流程

经过分析，电能表烧损可能与多个因素存在关

联性，为了对电能表的烧损建立统一的分析模型，选

取电能表所在市州、生产厂家、安装时间、运行时间、

所在台区 2020—2021年历史烧表数量以及退出运

行前 30 d的每日电量数据，每日最大电压和最大电

流数据，所在台区每日线损数据作为特征，结合XG⁃
Boost模型的特点进行实验分析 .
3.1 参数调优

XGBoost模型包含多个参数，按照一般的调参顺

序，先从框架参数开始进行调参：

1）“booster”：由于本课题涉及的特征数量较多，

选择树模型；

2）“objective”：本课题研究属于分类问题，选择
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softmax分类器；

3）“n_estimators”：XGBoost算法是由若干个弱分

类器组合而成，在一定程度上，弱分类器的数量越

多，分类的准确度越高 .为了找到最优参数，保持其

他参数为默认参数，进行实验，结果如图 2所示，XG⁃
Boost算法的识别正确率在迭代 700次时达到最高

点，之后逐渐降低 .
0.76

0.74

0.72

0.70

0.68

0.66

综
合

指
标
F 1
-sc
ore

0 500 1 000 1 500 2 000 2 500 3 000
迭代次数

图2 不同迭代次数时模型的F1-score
Fig. 2 F1-score of the algorithm at different estimators

然后，开始调节弱学习器的参数：

4）“max_depth”：固定 XGBoost算法的迭代次数

为 700次，尝试采用不同树的高度，观察实验结果与

树的高度关系 .实验结果如图 3所示，当树的高度分

别为 2、4、6、8、10、12时，随着迭代次数的增加，算法

的识别正确率逐渐提高，并且很快趋于稳定，当树的

高度为10时，算法的性能达到最优 .
0.78
0.76
0.74
0.72
0.70
0.68
0.66
0.64 0 200 400 600 800

树的高度为2
树的高度为4
树的高度为6
树的高度为8
树的高度为10
树的高度为12

综
合

指
标
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图3 不同树的高度时模型的F1-score
Fig. 3 F1-score of the algorithm at different tree height

5）其他参数：在确定了前面 4个参数之后，采用

网格搜索，对学习率、gamma参数、lambda正则系数、

alpha正则系数等参数按给定步长在一定范围内依

次进行调整，最终结果如表3所示 .
表3 XGBoost参数调优

Tab.3 XGBoost parameters’optimization

参数

迭代次数

树的高度

学习率

gamma参数

lambda正则系数

alpha正则系数

最小叶子节点样

本权重和

调整范围

100~3 000
2~12

［0.01，0.05，0.07，0.1，0.2］
0.1~0.6

［0.05，0.1，1，2，3］
［0.05，0.1，1，2，3］

1~6

步长

30
2
—

0.1
—

—

1

最优值

700
10
0.1
0.2
0.1
1

2

3.2 特征的重要性排序

使用 XGBoost建模过程中，可以根据模型自带

的 feature_importances排序工具，评价每个特征对模

型的贡献程度，从而对特征变量进行进一步的筛选 .
图 4为重要性排在前十的特征量，可以看出，运行时

长、台区历史烧表数量、表计止码和烧表前 1 d的用

电量为模型中比较重要的特征 .
运行时长

台区历史烧表量
止码

烧表前第1 d用电量
烧表前第1 d线损
烧表前第1 d电流

烧表前第2 d用电量
烧表前第2 d电压
烧表前第2 d线损
烧表前第2 d电流

0 10 000 20 000 30 000 40 000 50 000 60 000

57 873

22 178

25 029
32 49728 431

22 54523 287

21 89421 85221 687

F1-score
图4 模型的特征重要性

Fig. 4 Feature importance of the algorithm

因为考虑到模型需要进行实际应用，任意一个

网省公司的用户数量都是千万级别，模型的计算量

相当大 .因此，尝试进行降维，适当压缩电量、电压、

电流、线损追溯的天数，在固定其他参数和特征不变

的情况下，追溯天数与 F1指标的变化情况如图 5所
示 .由图 5可知，往前追溯 15 d左右，即可得到较好

的模型效果，所以为了模型计算更加快捷，将模型需

要的追溯时间调整为烧表前的15 d.
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图5 不同追溯天数时模型的F1-score
Fig. 5 F1-score of the algorithm at different days traced

3.3 其他机器学习模型结果对比

本文还采用了KNN、朴素贝叶斯、决策树、支持

向量机、随机森林、GBDT等进行实验，与XGBoost算
法的比对结果如表 4所示 . 实验采取了五折交叉验

证的方式，从表 4可以看出，基于支持向量机、朴素

贝叶斯和KNN的识别指标比较低，分别为 27.08%、

22.86%和 40.92%；采用决策树、随机森林和GBDT的
算法识别准确率分别为 56.00%、56.00%和 72.75%；

而基于XGBoost算法的识别准确率为 76.51%，远高

于传统算法 .
表4 与其他机器学习模型的结果对比

Tab.4 Comparison of results of different
machine learning algorithm

模型名称

KNN
朴素贝叶斯

决策树

支持向量机

随机森林

GBDT
XGBoost

识别指标F1/%
40.92
22.86
56.00
27.08
56.00
72.75
76.51

3.4 实验结果分析

根据电能表的实际运行数据，烧表情况占比很

小，以某网省公司为例，每年烧表的比例不足 1%，但

由于基数比较大，所以烧表造成的经济损失相当大 .
从理论上说，在实现二分类的过程中，如果类别

分布不均衡，会在一定程度上影响模型分类的准确

性 .而在本实例中，数据集中包含的烧表样本仅占总

数的10%.
根据以上所有模型的表现，所有模型的精度与

召回率如表 5所示 . 基于朴素贝叶斯的算法精度只

有 40%；基于KNN、朴素贝叶斯、支持向量机的算法

召回率分别为 28%、16%和 16%；而基于 GBDT和

XGBoost的算法精度和召回率都有明显提升，其中

XGBoost的精度达到 91%，召回率也达到 66%，相比

传统算法，已经有了显著的提升 .
表5 精度和召回率对比

Tab.5 Comparison of precision and recall

模型名称

KNN
朴素贝叶斯

决策树

支持向量机

随机森林

GBDT
XGBoost

精度/%
76
40
84
88
84
88
91

召回率/%
28
16
42
16
42
62
66

以上结果表明，本文所提出的基于 XGBoost的
电能表烧表预测模型能够提高分类的准确性，在不

平衡样本中也可以得到较为满意的效果 .

4 应 用

根据实验模型结果，尝试将该模型应用于实际

生产数据进行验证，图 6为某电力公司用电信息采

集系统的烧表预测模块系统界面 .

图6 烧表预测模块系统界面

Fig. 6 System interface of the module of burning
fault prediction for smart meter
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在试运行的时间段内，通过基层供电服务人员

对系统预测情况和电能表的实际运行情况进行现场

确认，测试该模型的综合指标能否达到预期 .
在验证过程中，由于全省电能表数据基数大，电

量、电压、电流等电能表运行数据受到自然条件影

响，每天的数据采集成功率无法达到 100%，因此存

在很多的缺失值，需要进行缺失值的补充 .这与训练

集数据有所区别，训练集数据都是历史数据，对于存

在缺失数据的样本，可以直接剔除，但验证数据集的

样本是准实时数据，不能直接剔除，如果直接剔除，

会导致样本越来越少 .缺失值的填充有多种方法，常

见的填充方法有均值填充和插值填充等，这些方法

可以用于电压数据的填充，因为电压基本稳定在

220 V，但电流和电量数据通常情况下具有较大的波

动性，均值和插值算法都会带来一定程度的误差 .由
于电流和电量的预测基本上类似于短期电力负荷的

预测，可以参考文献［13］使用LSTM算法对缺失电量

和电流数据进行预测和填充 .
为了验证LSTM预测填充法和均值、线性插值法

的差异，在训练集中任意选取 1 000组电能表烧损数

据和 1 000组未烧损数据，在每组数据中，随机剔除

1项电流数据或者电量数据，之后，用不同的方法对

剔除的数据进行填充 .对比均值填充、线性插值填充

和LSTM算法预测填充的准确性，以平均绝对百分比

误差（MAPE）作为评价指标，结果如表6所示 .
表6 不同填充方法对比

Tab.6 Comparison of different data imputation methods

插值方法

均值填充

线性插值

LSTM（学习率=0.005）

MAPE/%
22.21
13.52
8.76

经过缺失值的填充与处理，测试集数据预处理

全部完成，用 XGBoost模型对试点验证的某市公司

800余个台区，共 10万余块在运电能表进行了验证，

共验证了 263块烧表，精确率达到 82.45%，召回率达

到 56.73%，基本上达到了预期水平 .目前，该烧表预

测模型已在系统部署并全省运行 .

5 结 语

本文针对供电公司低压台区烧表率高的现状，

提出了一种基于XGBoost算法的电能表烧表预测方

法，通过对电能表生产厂家的基本信息、每日电量等

运行信息和温度等环境信息，进行单变量和多变量

组合分析，实现了烧表现象的准确预测 .模型应用结

果表明，所提算法有效实现了烧表现象的预测，并且

具有广泛推广应用的适用性 .
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